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Résumé –Nous proposons une méthode accélérée pour la classificationde visages par genre. Nous estimons les paramètres optimauxpour la
classification avec une version adaptative de l’algorithmed’optimisation du loup gris : nous accentuons l’aspect global ou local de la méthode.
Simultanément, nous modifions itérativement la qualité de la base de données, pour affiner l’estimation tout en visant unfaible temps de calcul.
Sur la base FERET, nous atteignons un taux de bonne classification de91.9%, et divisons par deux le temps de calcul par rapport à l’état-de-l’art.

Abstract – We propose an accelerated method for optimal gender classification. We estimate the optimal parameters for classification with
an adaptive version of the grey wolf optimizer : either global or local optimization is emphasized. Simultaneously, we modify the quality of
the database, to refine the parameter estimation while aiming at a low computational time. On the FERET face database, we reach a good
classification rate of91.9% and divide by two the computational time compared to existing methods.

1 Introduction

Pour classer par genre des images de visages, les modalités
d’acquisition ont évolué [1], et il a été proposé d’extrairedes
motifs caractérisant la texture des visages. Par exemple, les mo-
tifs binaires locaux (local binary patterns ou LBP) [2]. L’idée
principale de cet article est plutôt de profiter des récentesavan-
cées dans le domaine de l’optimisation bio-inspirée pour esti-
mer les paramètres d’un classifieur. Nous proposons d’adapter
à ce problème une méthode récente d’intelligence en essaim.
Travaux antérieurs
Le classifieur ’machines à vecteurs de support’ (support vec-
tor machines ou SVM) a montré son efficacité pour diverses
applications. Cependant, il dépend de quelques paramètreset,
sans connaissancea priori, la question de la valeur la plus adé-
quate des paramètres se pose toujours. La méthode habituelle
et rapide consiste à tester quelques couples de paramètres,mais
ce n’est ni rigoureux ni exhaustif. Depuis les premiers travaux
concernant l’intelligence en essaim [3] (optimisation pares-
saim de particules ou PSO), celle-ci a été déclinée en plusieurs
variantes [4] : mariage chez les abeilles, algorithme du verlui-
sant... Parmi celles-ci, celle qui aboutit au meilleur équilibre
entre exploration ou recherche globale et exploitation ou re-
cherche locale est la méthode du loup gris (grey wolf optimizer
ou GWO). Proposé dans [4], GWO a été adapté à l’estimation
des paramètres d’un SVM pour la classification d’images cou-
leur [5] mais n’a jamais été appliqué à la classification de genre.
GWO permet d’éviter les minima locaux mieux que PSO, mais
le nombre d’agents de recherche et d’itérations restent élevés

[4].
Contributions
1) Premièrement, nous proposons un GWO adaptatif, qui per-
met d’allonger au choix la phase d’exploration ou la phase
d’exploitation.
2) Deuxièmement, pour réduire le temps de calcul nécessaireà
l’estimation des paramètres d’un SVM dans une application de
classification d’images de visages, nous combinons trois ver-
sion de notre GWO adaptatif : une version globale, une version
équilibrée, puis une version locale. Simultanément, nous adap-
tons les données de ’réduites’ à ’complètes’.
Plan
La section 2 pose notre problème de classification ; la section
3 décrit notre algorithme accéléré pour l’estimation des para-
mètres du SVM ; et la section 4 présente des résultats obtenus
sur la base FERET [6].

2 Position du problème

Le processus de classification est appliqué à des motifs bi-
naires locaux (local binary patterns ou LBP) [2] extraits des
images de visages et qui caractérisent leur texture locale dans
un voisinage de rayonr. Une image de LBP, puis son his-
togramme, sont calculés. Soitx le vecteur contenant l’histo-
gramme d’une image. Il s’agit d’un descripteur qui caractérise
l’image, on suppose qu’il contientN composantes. La classifi-
cation par genre consiste alors, à partir d’une base de données
d’images divisée en base d’apprentissage et base de test, à iden-



tifier la catégorie (homme ou femme) à laquelle une image de la
base de test appartient. Supposons que la base d’apprentissage
contienneP images conduisant àP vecteurs histogrammes :
{xi, yi}, i = 1, · · · , P , où xi ∈ R

N et y ∈ {−1,+1} est un
label. La méthode SVM recherche un hyperplan optimal :

min
w,b,ς1,··· ,ςP

[
1

2
‖ w ‖2 +C

P∑

i=1

ςi

]
(1)

où ςi ≥ 0 sont des variables de relaxation, etw est un vecteur
de poids.C est un scalaire positif qui équilibre la marge entre
les deux classes et le taux de mauvaise classification (TMC).
Un vecteur testx est classé selon :

f(x) = sign

(
∑

i∈S

ζiyiK(xi, x) + b

)
(2)

où lesζi sont des multiplicateurs de Lagrange etS est un sous-
ensemble d’indices dans{1, 2, · · · , P} qui définit les vecteurs
de support. Dans l’équation (2), une fonction noyau est utilisée.
Le noyau polynomial par exemple est défini parK = (γxTi xj+
c0)d. Le noyau linéaire en est un cas particulier oùd = 1,
γ = 1 et c0 = 0. Sinon, le noyau polynomial dépend du degré
d, deγ et dec0. Mais le noyauK le plus souvent utilisé est le
noyau Gaussien :

K(xi, xj) = exp(−γ||xi − xj ||2) (3)

Les valeurs optimales deC et γ doivent être estimées pour
toute application afin d’obtenir un résultat optimal en termes
de taux de bonne classification. Pour cela, nous adaptons GWO
[4], où quatre types de loups sont utilisés : trois leadersα, β, δ,
et les subalternesω. La méthode d’optimisation GWO modé-
lise le comportement des loups, et assimile la recherche du mi-
nimum d’une fonction coût à la stratégie de chasse d’une meute
de loups. La traque de la proie correspond à l’exploration oure-
cherche globale, l’attaque à l’exploitation ou recherche locale.
Soit

−→
X(t) la position d’un loup à l’itérationt. Cette position est

mise à jour en tenant compte des positions des trois ’leaders’
(α, β, δ) qui obtiennent les meilleurs scores :

−→
X(t+ 1) =

1

3
(
−→
Xα +

−→
Xβ +

−→
Xδ) (4)

La position des loupsα, β, δ est calculée ainsi :

−→
Xl =

−→
Xl −

−→
Al · (

−→
Dl), l = α, β, or δ (5)

avec : −→
Dl = |

−→
C l ·

−→
Xl −

−→
X(t)|, l = α, β, or δ (6)

Les vecteurs
−→
A et

−→
C sont calculés par

−→
A = 2−→a · −→r 1 − −→

a

et
−→
C = 2 · −→r 2. Le paramètrea, dans [4], décroît régulière-

ment de 2 à 0 entret = 1 et t = T : a = 2(1 − t
T ). Durant la

chasse, la phase d’exploration court jusqu’à ce que la condition
|
−→
A| ≥ 1 soit respectée : les loups sont forcés à s’éloigner les

uns des autres. Ensuite commence la phase d’exploitation, dès
que|

−→
A| < 1 : les loups sont alors forcés d’attaquer la proie. Par

conséquent, un paramètre clé pour équilibrer les phases d’ex-
ploration et d’exploitation est le paramètrea. La recherche glo-
bale s’arrête àa = 1. Commence alors la recherche locale, jus-
qu’àa = 0. Dans [7], un GWO modifié (mGWO) est implanté
avec un modèle quadratique poura : a = 2(1 − t2

T 2 ). Cela
conduit à une phase d’exploration plus longue, au détrimentde
la phase d’exploitation.
En section 3, nous généralisons ce modèle.

3 GWO adaptatif et classification

Un inconvénient majeur dans les méthodes d’optimisation
existantes est le nombre élevé d’itérations et de nombre d’agents
requis pour qu’elles convergent. Dans [8] par exemple, pour
250 itérations et 50 agents sont utilisés pour GWO et PSO.
Nous proposons une version généralisée du paramètrea :

a = 2(1−
tη

T η
) (7)

où η est un scalaire∈ R
∗

+. Le nombre d’itérations dédiées à
l’exploration est :

texploration =
T

21/η
(8)

Premièrement, nous proposons une version ’locale’ de GWO.Pour
cela nous proposons de choisirη < 1. Par exemple pourη =
0.5, texploration = T

4
.

Nous proposons de faire varier le nombre de leaders : l’équa-
tion (4) est modifiée comme suit :

−→
X(t+ 1) =

1

Nl
(

Nl∑

l=1

−→
Xl) (9)

oùNl est le nombre de leaders, et
−→
X1,

−→
X2,. . . ,

−→
XNl

sont lesNl

loups correspondant aux meilleurs scores. nous appelons cette
version avecη etNl variables le ’GWO adaptatif’.
Deuxièmement, pour la première fois dans cet article, nous
adaptons GWO à la classification d’images de visages. Dans
cette application

−→
X contient les paramètres pour SVM :

−→
X =

[γ, C]T . Pour réduire le temps de calcul, nous nous contrai-
gnons à choisir des valeurs faibles pour le nombre d’agents et
d’itérations, et nous modifions les caractéristiques de la base de
données, pour affiner l’estimation des valeurs de paramètres.
Une base de données ’réduite’ contient une valeur faibleP

d’images sous-échantillonnées à une tailleS. L’algorithme 1
est composé de trois étapes, et consiste à appliquer trois fois
GWO en l’adaptant : au début de l’algorithme L’algorithme
1 nous souhaitons privilégier la phase d’exploration sur une
base de données réduite. Pour cela, nous choisissons une valeur
élevée pourη (voir Eq. (7)). Nous utilisons un nombre réduit
d’images de faible taille, afin que cette phase soit la plus rapide
possible. Lors d’une étape intermédiaire, la phase d’explora-
tion est moins longue (avecη = 2), et une nombre d’images
deux fois plus grand est utilisé pour la base d’apprentissage.



Finalement, une dernière étape privilégie la phase d’exploita-
tion (avecη = 1

2
) qui permet d’affiner l’estimation des para-

mètres sur une base de données comprenant un grand nombre
d’images de grande taille et donc de bonne résolution.

Algorithm 1 Pseudo-code : estimation accélérée des para-
mètres de classification par loup gris adaptatif.
Entrées : Composantes LBP avec une valeur de rayonr = 1
obtenues à partir des images des bases d’entraînement et de
test pour calculer les LBP.Fonction objectif : le taux de
mauvaise classification.
Paramètres image: taille S, nombre d’imagesP pour chaque
classe dans la base d’entraînement.
Paramètres pour l’optimisation : nombre de leadersNl, η,
nombre de loupsNa, nombre d’itérationsT .
Appliquer trois fois GWO sur les LBP avec les valeurs de
paramètres suivantes :

1. S = 128, P = 100 ; Nl = 6, η = 8, Na = 25, T = 5.
Renvoyer

−→
Xα1.

2. S = 128,P = 200 ; Nl = 4, η = 2,Na = 20, T = 5, et
−→
Xα1 comme position d’initialisation de l’un des loups.
Renvoyer

−→
Xα2.

3. S = 256,P = 400 ; Nl = 3, η = 1

2
,Na = 15,T = 5, et

−→
Xα2 comme position d’initialisation de l’un des loups.

Sortie :
−→
Xα =

[
γ̂, Ĉ

]T
contenant les valeurs optimales des

paramètres SVM pour la classification par genre.

La section 4 justifie la méthode en trois étapes que nous pro-
posons et compare les résultats qu’elle obtient à ceux de l’état-
de-l’art.

4 Résultats

Les expériences sont réalisées avec un PC à 3GHz sous Win-
dows, sur la base d’images FERET (voir quelques examples en
Fig. 1) [6]. Sauf indication contraire les images sont de taille
S × S avecS = 256 ; les bases d’apprentissage et de test
contiennent respectivementP = 200 images, et500 images
pour chaque genre ; le rayon pour LBP estr = 1 et le noyau
pour SVM est Gaussien. Les valeursr = 2 ou 3, et d’autres
noyaux conduisent à des valeurs de TMC plus élevés. PSO est
appliquée avec des constantes d’accélération valant 2, et une
inertie variant de 0.9 à 0.4 [3].

4.1 Paramètres du SVM et résultats de classifi-
cation

La Table 1 fournit quelques résultats de classification, et montre
que les résultats en termes de TMC mais aussi de temps de cal-
cul dépendent fortement des paramètresγ etC.

Le meilleur couple de paramètres,(γ, C)= (10−6, 0.58 103),

FIGURE 1 – Base d’images FERET : exemples

(γ, C) temps (ms) 100-TMC
(10−6, 0.8 103) 4641 88.4%
(10−3, 0.8 103) 9219 50.0%

(10−6, 1) 5141 83.7%
(10−3, 1) 9119 50.0%

(10−6, 0.58 103) 4640 88.6%
(10−3, 0.58 103) 9234 50.0%

TABLE 1 – Classification vs. paramètres SVM

conduit, pour différentes valeurs deS etP , aux performances
données en Table 2.

S P temps (ms) 100-TMC

32 100 2637 75.6%
64 100 2122 83.0%
128 100 1451 86.1%
128 200 2948 88.3%
256 400 6567 91.0%

TABLE 2 – Classification vs paramètres image

La Table 2 montre que trop réduire la taille des images ne
diminue ni le TMC ni le temps de calcul. En revanche, il est
montré que choisir les valeursS = 128 etP = 100 réduit de
manière significative le temps de calcul, tout en préservantle
taux de bonne classification.

4.2 Paramètres de classification optimaux pour
différents ensembles d’images

La Table 3 présente les meilleurs paramètresγ etC obtenus,
et les résultats de classification correspondants pour plusieurs
couples de valeurs (S,P ). Dans cette expérience, c’est la mé-

S P Meilleurs (γ, C) 100-TMC
128 100 (5 10−8, 2.07103) 86.3%
128 200 (9.710−7, 4.7102) 88.4%
256 400 (4.810−7, 1.03103) 91.3%

TABLE 3 – Paramètres optimaux vs. base d’images

thode GWO, avecT = 5 itérations etNa = 25 agents, qui



a estimé les paramètres optimaux (γ, C). Ceux-ci restent du
même ordre malgré la variation deP . QuandP passe de 100
à 200, pourS = 128, les paramètres optimaux obtenus s’ap-
prochent de ceux obtenus avec la recherche fine (S = 256 et
P = 400). De cela, et d’après les temps de calcul présentés en
Table 2, on déduit qu’il est pertinent d’utiliser un algorithme en
3 phases, où les paramètres optimaux sont affinés itérativement
en améliorant la base d’images.

4.3 Estimation des paramètres de classification
optimaux : évaluation comparative

La Table 4 présente les résultats d’estimation de paramètres :
PSO et GWO sont appliquées avecT = 15 itérations etNa =
20 agents, et avecS = 256 etP = 400 ; la méthode proposée
aGWO est appliquée avec les paramètres donnés en section 3.
Pour chaque méthode, le processus de classification est donc
effectué 300 fois. On remarque que les valeurs de paramètres
optimaux (γ,C) et les taux de classification obtenus par chaque
méthode sont proches. En revanche, les temps de calcul obte-
nus par chaque méthode sont les suivants : 1970 secondes pour
PSO ainsi que pour GWO, contre 968 secondes pour aGWO.
Le temps de calcul est donc divisé par 2 comparé aux méthodes
de l’état de l’art. Lorsque la valeur du paramètreη reste fixée
à 1 au cours des trois étapes de aGWO, le temps de calcul est
toujours de 968 sec. mais le taux de classification obtenu estde
91.7%.

méthode Meilleurs (γ, C) 100-TMC
PSO (6.710−7,6.0102) 91.4%
GWO (1.610−7,8.0102) 91.5%
aGWO (4.910−8,8.2101) 91.9%

TABLE 4 – Etude comparative

Nous avons également appliqué la méthode aGWO à un noyau
linéaire. Elle a conduit àC = 7.6 101 comme valeur optimale
pourC et à 91.3% comme taux de bonne classification. Quand
un noyau polynomial est utilisé, un degréd = 2 conduit à un
taux de 91.5% avec des valeurs optimales de paramètres esti-
mées par aGWO qui sontγ = 118, C = 120, andc0 = 30.

5 Conclusion

Pour la première fois, l’algorithme du GWO a été adapté
pour la classification par genre d’images de visages. L’estima-
tion des paramètres d’un classifieur de type SVM est effec-
tué en 3 phases : une version globale de GWO est appliquée
sur une base réduite d’images pour estimer grossièrement ces
paramètres ; puis cette estimation est ensuite affinée avec une
version locale de GWO sur une base contenant des images plus
nombreuses et plus grandes. La méthode de recherche des para-
mètres de classification est donc entièrement automatisée,et les

valeurs du paramètreη au cours des 3 phases de l’algorithme
conviennent dans plusieurs cas. Sur la base FERET, la méthode
proposée atteint un taux de bonne classification de91.9% pour
un temps de calcul divisé par deux par rapport aux méthodes de
référence. Il semble pertinent, dans le futur, d’adapter des mé-
thodes d’optimisation discrète pour diminuer encore le temps
de calcul.
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