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Résumé — Dans cet article, nous faisons une revue des progres récents pour la compréhension théorique des comportements non linéaires dans
les grands réseaux de neurones. En combinant les avancées récentes de la théorie des grandes matrices aléatoires et 1’outil de la concentration des
mesures, nous apportons un éclairage nouveau sur la compréhension théorique des fonctions d’activation non linéaires ainsi que la dynamique

d’apprentissage des réseaux de neurones simples.

Abstract — In this paper we review recent progress in the theoretical understanding of nonlinear behaviors in large neural networks. Combining
recent advances in random matrix theory and the concentration of measure phenomenon, we shed new light on the theoretical understanding of
nonlinear activation functions as well as the nonlinear learning dynamics of simple neural networks.

1 Introduction

Basé sur I’exploitation de grands jeux de données, les ré-
seaux de neurones grands et profonds sont devenus aujour-
d’hui des incontournables pour 1’apprentissage (classification,
modeles prédictifs non linéaires). Ces outils extrémement puis-
sants atteignent parfois des performances surhumaines sur des
taches diverses. Malgré tous ces résultats exceptionnels, la com-
préhension théorique de ces grands systémes complexes pro-
gresse a un rythme beaucoup plus modeste.

Un des principaux obstacles a une compréhension appro-
fondie du mécanisme sous-jacent aux réseaux neuronaux mo-
dernes est la non linéarité de ces systemes. Par exemple, dans
[2] les auteurs ont analysé le “landscape” d’un réseau linéaire
a une seule couche cachée et montré que tous les minimaux
locaux sont essentiellement globaux. Ce résultat a ensuite été
étendu au réseau linéaire profond avec un nombre arbitraire
de couches [6]. Toutefois, lorsque 1’on considere les réseaux
de neurones non linéaires, la plupart des résultats théoriques
ne sont établis que pour quelques fonctions d’activation spéci-
fiques (en particulier, les fonctions ReLU et quadratique [5, 4]).
Une compréhension plus générale des différentes non-linéarités,
et de leur interaction aux données (leurs nombre, dimension et
statistiques), fait encore défaut.

Un autre phénomene non linéaire intéressant est la dyna-
mique d’apprentissage lorsque les réseaux sont obtenus par le
biais de méthodes d’optimisation (notamment par descente de
gradient). Alors que les réseaux de neurones modernes sont
toujours issus de la méthode de descente de gradient, en rai-
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son de la nature non linéaire et non convexe des fonctions de
colit du probleme d’apprentissage, il est extrémement difficile
d’évaluer a quel point le réseau est “bien entrainé”. Il a méme
été montré dans [13] que, dans le cas du réseau linéaire, la dy-
namique d’apprentissage au cours de la descente de gradient
est en fait fortement non linéaire. Par conséquent, la compré-
hension de la dynamique non linéaire d’apprentissage dans la
descente de gradient est d’une importance capitale pour quan-
tifier les performances d’apprentissage.

Par ailleurs, les analyses théoriques des réseaux de neurones
se limitent souvent au régime asymptotique ol le nombre de
neurones N et la dimension des données p sont considérées
constantes, tandis que le nombre de données n tend vers I’in-
fini. Cette hypothese n’est plus valable pour les réseaux de neu-
rones modernes qui sont souvent “sur-paramétrés” (N > n),
et encore plus erronée a 1’époque actuelle du “BigData” ou
les données sont intrinsequement de trés grandes dimensions.
Dans cet article, nous nous plagons dans le régime plus perti-
nent oun, p, N sont grands mais commensurables. En se basant
sur ’outil de la théorie des grandes matrices aléatoires, nous
traitons la question délicate de 1a non-linéarité intervenant dans
ces systémes, que nous maitrisons au moyen du phénomene de
concentration de la mesure [8]. Cette derniere est précisément
issue des tailles n, p, N simultanément grandes et des degrés
d’indépendance structurels du modele de données.

2 Réseaux a poids aléatoires

Considérons un réseau simple muni d’une seule couche ca-
chée de N neurones, comme en Figure 1. Les poids du ré-



seau sont “appris” a partir de données d’entralnement X =
[X1,...,%,] € RP*™ et de sorties désirées associées Y =
[Y1,---,¥n] € R¥™ Une fonction d’activation o (-), souvent
non linéaire, est appliquée (entrée par entrée) a la sortie de
chaque neurone. Par ailleurs, nous considérons le cas ot les en-
trées de W € RV P sont échantillonnées indépendamment et
aléatoirement a partir d’une certaine distribution, par exemple
W;; ~ N(0,1). Onnote £ = 0(WX) = [pq,...,9,] €
RN*" ]a matrice des “représentations” aléatoires (ce réseau est
aussi connu sous le nom de random feature maps [12]). Dans ce
contexte, les poids de 3 sont choisis de maniére & minimiser :

1
L(B) = 5-IY = BT=|} + 21181

pour un certain v > 0. On obtient alors la solution explicite :
1 - - T
B=-3|-X X+~Ir Y 1)
n n

de sorte que I'erreur d’entrainement Eyyain = +||Y — BTE|%
Y — B870(WX)||% (sur I'ensemble
de données de test X € RP*™ et les sorties correspondantes
Y € R*™) sont directement accessibles a partir de (1).

et celle de test Fyesy = +

N neurones

entrée sortie

X:[Xl,...,Xn] Y:[y177Yn]

o(Wx)

FIGURE 1 — Illustration d’un réseau a une seule couche cachée.

Que ce soit dans le cas présent des réseaux aléatoires ou pour
la dynamique de descente de gradient (Section 4), I’apprentis-
sage est fortement lié a la “résolvante”

-1
Q(2) = (;zfz — zIT> 2)

(z € C\ R*) de la matrice de covariance empirique %ETZ,
qui devient donc naturellement I’objet central a analyser.

Dans un premier temps, nous considérons que les données et
les sorties sont déterministes et étudions donc I’influence des
dimensions et de la non linéarité du probleme. Nous travaille-
rons (comme dans [3]) sous les hypotheses suivantes.

Hypothese 1. Lorsque n — oo,

I BE=c, = €(0,00), ¥ =cy—c5°€(0,00),

2. la norme d’opérateur | X|| = O(1) et Y;; = O(1).

La difficulté principale de 1’étude de Q(z) est liée a la non
linéarité constitutive de X. C’est ici que la théorie de la concen-

tration de la mesure prend tout son sens : pour o Lipschitz (avec
constante de Lipschitz indépendante de n), W — o(WX) est

également Lipschitz et on montre alors que les fonctionnelles
linéaires de Q et ¥Q (et donc en particulier les erreurs Eipain
et Eiest) ont un comportement asymptotique déterministe.

Théoreme 1 (Performance du réseau). Sous [’hypothese 1, pour
tout € > 0 et o(-) Lipschitz,

1_ = p.S. 1_ = p.S.
nz ° (Etrain - Etrain) — 07 nz—¢ (Etest - Etest) — 0

on, pour Q = (CNI‘% + ’yIn) o et 0 l'unique solution posi-
tive de I’équation § = % tr(®Q), on a défini
~ 1(Q¥Q)
1— L tr(?Q2)
L (YQEQYT)
- L u(2?Q?)

X |:;L tr ‘I’XX — %tr(ln + ’YQ)(‘I’XX‘I’XXQ)] 4)

Eirain = T+I,QY', (3

2
ltrYQ [
n

_ 1 [ _ 2
Ftes :fHYTf\IITA YTH +
test = o xxQ P

avec ®ap = Ey[o(ATw)o(w'B)] pour toute paire de ma-
trices (A, B) de tailles appropriées, w ~ N (0,1,) ainsi que
PaB

LN =oNT 5

b=¢
1+ XX

U = Uxx.

Les matrices @ o sont au cceur du Théoreme 1. Leur éva-
luation requiert de calculer, pour tout vecteur a,b € RP, la
valeur de ®,;, = Ey[o(w'a)o(w'b)]. La Table 1 liste un
certain nombre de ces valeurs pour w ~ N(0,1I,). Nous ren-
voyons les lecteurs a [11] pour les détails des preuve du Théo-
reme 1 et calculs de P,y,.
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FIGURE 2 — Performance du réseau aléatoire pour ¢ Lipschitz,
en fonction de y, pour des données MNIST (chiffres sept et
neuf), N =512, n = n = 1024, p = 784.

La Figure 2 présente la performance du réseau pour quelque
fonctions Lipschitz o (linéaire, erf(¢) et ReLU(¢) = max(¢,0))
en fonction de I’hyper-parametre ~, sur la base de données



o(t) P, d do
t a'b 1 0
sin(t) exp (—3 (||a]|? + ||b]|?)) sinh(a'b) e " 0
2 . 2a'b 4
erf(t) = arcsin N BRI (27 +1) 0
cos(t) exp (—3 (/lal|® + [|b]|*)) cosh(a'b) 0 e /4
67t2/2 1 O 1
V(+[al?) (1+]bl?) —(aTb)? 4(r+1)?
max(t,0) | 5[l [b] (£(a,b)arccos (~£(a,b) + 1= Z@bP?) |} .
aT

TABLE 1 — Valeur de ®,}, et les coefficients associés dy, de dans Théoréme 2, Z(a,b) = m.

MNIST [7]. Nous comparons I’erreur quadratique moyenne em-
pirique a I’approximation asymptotique donné par le Théoréme 1
et constatons une forte adéquation de nos résultats théoriques,
en dépit de petites valeurs de N, n, p.

3 Non-linéarité dans le noyau équivalent

D’apres la Section 2, les performances du réseau dépendent
de la fonction non linéaire o a travers le “noyau équivalent” ®.
Néanmoins, Théoréme 1 est peu explicite. Pour mieux étudier
I’influence de o sur I’apprentissage, nous considérons main-
tenant que les données X sont aléatoires et tirées indépendam-
ment d’un modele de mélange Gaussien a K classesCy,...,Ck :

Xi:p’a/\/ﬁ—’—wh wlNN(O’Ca/p)
pour i, € RP et C, € RP*P g =1,..., K, satisfaisant :

Hypotheése 2. Lorsque n — oo, poura=1,..., K,
1. le cardinal n, = |C,| est tel que ny/n — ¢, € (0,1),
2. [l = O(1),
3. max{[|Cull, [C; 1} = O(1) er t(C5) =
co=YFE ng,eCo=C, - Co,

a=1 n

O(y), o

4. 7 =tr(C°)/p converge dans (0, 0).

L’hypothese 2 garantit que les classes C, ne sont ni trop
simples ni impossibles a identifier [3]. En exploitant I’hypo-
these 2, on obtient en particulier

e = (C0) + ol Bl |+ ol
O(~1)

qui permet d’effectuer une expansion de Taylor autour de 7
(qui est d’ordre O(1)) lorsque n,p — oo. Ceci donne lieu
a approximation des fonctions de ||x;|| et x] x; apparaissant
dans 'I’x%xj. Sur la base de cette idée, nous obtenons un équi-

O(p=1/2)

valent asymptotique simplifié & de & (i.e., la norme d’opéra-
teur ||® — ®|| “3' 0 quand n, p — 00) ne faisant intervenir que
des fonctions élémentaires des statistiques.

Théoreme 2. Sous les Hypothéses 1 et 2, notons (la version
recentrée) ®. = PPP avec P =1,, — %1nll. Alors,

H(I)C_(i)C” p_; 07 éc :Pi)P

_ JT T JT T
®=d Q+M) <Q+M)+dUBU + dol,
1( \/}3 \/]3 2 0

-
pour U = [%Aﬁ},BE [tt +28 t} et

tT 1

Q= [wi,...,wa] ERP", ¢ = {|jwi|® - E|lws[|*};_, € R",
M= [py,. ..o i) ERPKE T = [ji,. .. jk] € RVE,

t = {tr CZ/\/ﬁ}le eRF, S= {tr<cacb)/p}f,b:1 € RFXK

oul j, est le vecteur canonique de la classe C, tel que (jo); =
Ox;ec,. Les coefficients dy,ds sont donnés dans Table 1 (d
n’influence pas les performances et est donc omis).

D’apres la Table 1, les fonctions o se divisent en trois groupes :

1. moyenne-orienté : dy # 0 et do = 0. C’est le cas de ¢,
sin(t) et erf(t) qui “effacent” les covariances (t, S),

2. covariance-orienté : d; = 0etdy # 0. Ce groupe contient
cos(t) et exp(—t2/2) et efface les moyennes (M),

3. équilibré : dy, ds # 0. Ici pour ReLU(¢) = max(t,0).
Ces groupes fournissent des instructions sur le choix de o en
fonction des statistiques discriminantes des données. Nous ren-
voyons les lecteurs a [10] pour plus de détails.

Nous complétons cette section en montrant que nos résul-
tats théoriques dans Théoreme 2, obtenus sur des modeles de
mélange Gaussien, s’étendent fidelement a des données réelles.
Nous considérons deux jeux de données : MNIST [7] et des sé-
ries temporelles d’EEG [1]. Ces données offrent des exemples
de moyenne-dominante (MNIST ot [|[MTM]|| ~ 2|[ttT +2S||)
et covariance-dominante (EEG ot [|ttT+2S|| ~ 100||M"M]|)).
La Table 2 liste les précisions de classification non-supervisée
basée sur ®. pour différents o avec n = 128. Nous observons
un avantage concurrentiel lorsque des “bons” o sont utilisés.

a(t) MNIST EEG
moyenne- . t 87.30% | 69.58%
orientée sin(t) 87.50% | 68.22%
erf(t) | 86.59% | 67.70%
covariance- cos(t) 57.72% | 99.36%
orientée | exp(—t?/2) | 58.67% | 99.77%
équilibrée ReLU(¢) 82.27% | 90.97%

TABLE 2 — Précisions de classification pour o différentes



4 Ladynamique de descente de gradient

Dans le réseau de la Figure 1, le poids 3 est explicitement
donné par (1). Nous pouvons alternativement imaginer apprendre
B par la méthode de descente de gradient. Pour simplifier le
probleme, nous considérons ici que Y =y € R" est un vec-
teur et que W = I; avec o(t) = ¢, et cherchons (3 qui minimise

1 T TX 2
on ly" =B X|"
La descente de gradient effectue des pas de descente de taille
a < 1, de sorte qu’en effectuant une approximation en temps
continu, on obtient I’équation différentielle %&t) = —a%(ﬁﬁ) =
2X (y — XT3(t)), dont la solution non-linéaire en X est :

L(B) =

at

Blt) = e XX g, 4+ (I, — e #XXT) (XXT) Xy (5)
Puisque e~ HXXT partage le méme espace propre que %XXT
et a pour valeurs propres exp(—at;) (A; = A; (1 XXT)), pour
évaluer la dynamique de I’erreur de classification pour une nou-
velle donnée x, on doit quantifier 3'x|8 ~ N (8" p,, 8" Cuf3).
Nous sommes donc amenés a analyser [)'Tua et ' C,B3, qui
sont des fonctionnelles de la matrice de covariance empirique
%XXT. Nous recourons ici a la formule de I’intégrale de Cau-
chy qui nous permet de dire, par exemple, que

1
alenXX'p = — 7{ exp(z)a’ Q(z)bdz
27 J,

avec 7y un contour qui entoure les valeurs propres de }LXXT et
Q(z) = (2XXT — 2I,)~! dont on connait le comportement
(établi dans les sections précédentes). En outre, dans certains
cas simples, par exemple lorsque C, = I,,, les intégrales com-
plexes se réduisent a des intégrales réelles.

Notre analyse permet de montrer que, lorsque ¢ — oo et
donc exp(—at;) — 0ce qui recouvre la solution des moindres

carrés, le réseau devient “sur-ajusté” et la performance chute

d’un facteur , /1 — min(£, 7). Par conséquent, le probleme de

n?

sur-apprentissage n’est sévere que lorsque p = n, ce qui jus-
tifie I’avantage de sur-paramétrer le réseau. La Figure 3 valide
nos résultats théoriques sur la base MNIST. Des détails et dis-

cussions supplémentaires sont disponibles dans [9].
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